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摘  要：重力恢复与气候实验（gravity recovery and climate experiment，GRACE）卫星时变重力场反演陆地水储量变化

（terrestrial water storage anomaly，TWSA）的空间分辨率有限，制约了其在中小尺度区域水循环和气候变化研究中的应

用潜力。当前，基于机器学习的降尺度方法已在提升 GRACE TWSA 空间分辨率方面取得了显著进展。然而，预测因子

的合理选取及其对模型性能的影响机制，以及降尺度结果的精度评估与不确定性分析等问题，仍有待进一步深入研究。

以长江流域 TWSA 的降尺度处理为例，对比传统的水文模型降尺度方法和人工神经网络（artificial neural network，

ANN）、随机森林（random forest，RF）、极端梯度提升（extreme gradient boosting，XGBoost）3 种机器学习模型，将 GRACE
反演的长江流域空间分辨率为 1°×1°的 TWSA 数据降尺度到 0.25°×0.25°和 0.1°×0.1°。为了对不同降尺度方法进行评

价，首先使用全球陆面数据同化系统水文模型的 TWSA 数据进行闭合模拟实验，评估不同降尺度方法的性能；然后对

GRACE TWSA 数据进行降尺度处理，并采用水文站水位数据评估不同降尺度方法的性能和结果。研究结果表明，机器

学习降尺度模型的性能受到预测因子数量的影响，随着预测因子数量的增加，降尺度性能也会持续增强，3 种机器学习模

型的降尺度性能优劣也会发生改变。采用偏最小二乘回归分析模型得到重要性较高的前 6 个预测因子，即归一化植被指

数、土壤湿度、降水量、气温、径流和 U 形风，在机器学习降尺度模型中取得较好的效果，增加更多的预测因子对降尺度模

型性能的提升相对较小。RF 和 XGBoost 降尺度模型的性能表现较好且非常接近，ANN 和水文模型降尺度模型的效果

略差。此外，水文模型的降尺度结果依赖水文模型与 TWSA 数据的相关性，机器学习降尺度模型能够更好地融合水文、

气象和植被等多种数据的变化特征，从而恢复中小尺度区域精细的 TWSA 信号。
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(TWSA) is limited, which restricts its application potential in the study of regional water cycle and climate 
change. The current machine learning downscaling methods have been effective in improving the spatial resolu⁃
tion of GRACE TWSA data, but further exploration is needed on the reasonable selection of predictive fac⁃
tors and their impacts on the performance of machine learning models, as well as the accurate evaluation of 
downscaling results. Methods: A hydrological model downscaling method and three machine learning model 
downscaling methods, including random forest (RF), extreme gradient boosting (XGBoost), and artificial 
neural network (ANN), were adopted to downscale the TWSA data obtained from GRACE inversion of 
the Yangtze River Basin with the spatial resolutions from 1°×1° to 0.25°×0.25° and 0.1°×0.1°, respectively. 
To evaluate different downscaling methods, a closed-loop simulation experiment was conducted using 
TWSA data from global land data assimilation system hydrological model to evaluate the performance of 
different downscaling methods. Subsequently, the TWSA data obtained from GRACE was downscaled, 
and the performance and results of different downscaling methods were comprehensively evaluated using 
measured water level data. Results: The performance of machine-learning-models-based downscaling 
method is sensitive to the number of predictive factors. As the number of predictors increases, the overall 
downscaling performance improves, although the magnitude of improvement varies among models. Partial 
least squares regression analysis indicates that the six most important variables ,normalized difference vege⁃
tation index (NDVI), soil moisture, precipitation, temperature, runoff, and U-wind, are sufficient to 
achieve robust performance, while the inclusion of additional predictors yields only marginal gains. Closed-
loop simulation experiments further reveal differences among models. Compared with RF and XGBoost 
models, ANN model shows relatively lower performance metrics; however, it produces the most favorable 
downscaled spatial patterns. When evaluated against water level observations in the Yangtze River Basin, 
TWSA remains consistent with observed water levels both before and after downscaling. In particular, RF-

based results show a marked improvement in correlation, with all coefficients exceeding 0.7. Using Poyang 
Lake as a representative case, the long-term trends of the machine learning downscaling results were com ⁃
pared with those of the three predictors with the highest variable importance in projection scores, including ND⁃
VI, soil moisture, and precipitation. The results indicate that the downscaled outputs exhibit long-term 
trends highly consistent with NDVI and soil moisture, and their spatial variations closely correspond to the 
extent of water-covered areas in Poyang Lake. In contrast, precipitation does not display a similar trend pat⁃
tern. Conclusions: The best downscaling methods are RF and XGBoost, while the downscaling methods of 
ANN and hydrological model perform poorly. Additionally, the results of hydrological model downscaling 
depend on the correlation between the hydrological model and GRACE data. However, machine learning 
downscaling methods can better integrate the changing characteristics of different auxiliary data such as hy⁃
drology, meteorology, and vegetation (especially important predictive factors), thus enabling better recovery 
of detailed TWSA signals in the watershed.
Key words： GRACE； time-varying gravity field； the Yangtze River Basin； terrestrial water storage anomaly
(TWSA)； machine learning； downscaling analysis

陆地水包括地下水、土壤湿度、地表水（河

流、湖泊和水库）、雪水当量和植被冠层含水等各

种形式的水体，是地球系统赖以维持的重要资

源，也是水文气候变化的重要指标之一。陆地水

储 量 变 化（terrestrial water storage anomaly，
TWSA）的准确估计不仅为水资源的科学监测和

合理利用提供有效观测数据，还能为水文气候变

化的研究与预测、洪旱灾害的预报预警等提供重

要信息［1-2］。由于传统地面水文观测站存在单站

覆盖范围小、站点分布不均匀等特点，很难获取

空间上全覆盖的长期连续观测数据；不同的水文

水资源模型虽然能够提供全球覆盖且长期连续

的 TWSA，但因观测数据的不均匀性以及采用模

型、算法和因素侧重点不同，各类水文模型间提

供的信息存在一定的差异［3］。重力恢复与气候实

验 （gravity recovery and climate experiment，
GRACE）卫星及其后继卫星（GRACE Follow-

On）的实施为中大空间尺度 TWSA 的长期连续
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监测提供了有效技术手段，已在全球环境变化各

领域的研究中发挥了重要作用，包括中大型流域

地表水及地下水储量变化［4-7］、极端气候下的洪旱

灾害事件［8-11］、极地和高山冰川消融［12-15］以气候变

化和人类活动的响应研究等［16-19］。然而，利用

GRACE 时变重力场模型直接反演 TWSA 的空

间分辨率较低，限制了其在中小尺度上的 TWSA
监测与应用。

近年来，为满足中小尺度区域 TWSA 的研究

需求，国内外学者提出了多种降尺度方法来提高

GRACE 反演结果的空间分辨率。文献［20］最早

提出了降尺度方法，包括基于模型的动力降尺度

方法和基于数据的统计降尺度方法，该方法广泛

应用于气候及气象模型的研究。在 GRACE 时变

重力场反演 TWSA 的降尺度方法中，动力降尺度

方法是将目标数据集整合至物理模型中产生高

分辨率数据的数据同化方法，即通过水文模型将

GRACE 观 测 信 息 整 合 到 陆 地 水 储 量 的 估 算

中［21］。这种方法对水文模型初始边界条件的依

赖性强，且需要强大的计算能力［22］。统计降尺度

方法建立较低分辨率被预测变量与高分辨率预

测因子之间的统计关系，相比于动力降尺度方

法，具有计算成本低、模型相对简单等特点［23］。

目前常用的统计降尺度方法是基于全球水

文模型的降尺度方法，即采用线性回归方法，利

用高时空分辨率的水文模型。例如利用全球陆

地数据同化系统（global land data assimilation sys⁃
tem，GLDAS）数据对 GRACE 反演的 TWSA 进

行降尺度，得到对应的高时空分辨率 GRACE 
TWSA 数据，进而通过水量平衡方程将其应用于

蒸散发量、地下水储量变化等水文学研究［24-26］。

基于全球水文模型的统计降尺度方法是通过建

立 水 文 模 型 获 取 的 TWSA 与 GRACE 获 取 的

TWSA 之间的线性关系实现的，简单的线性模型

不能准确且全面地描述 GRACE TWSA 与各水

文要素之间的复杂关系［23］。机器学习模型能够

更 好 地 处 理 复 杂 的 非 线 性 问 题 ，也 可 以 捕 捉

GRACE 反演的陆地水储量信息与水文变量之间

的复杂关系。基于机器学习模型的统计降尺度

方法已成为 GRACE 数据降尺度及相关应用研究

的重要手段。文献［27］基于人工神经网络（artifi⁃
cial neural network，ANN）的 非 参 数 模 型 ，将

GRACE TWSA 和 GLDAS 的水文变量进行集

成，实现了 GRACE TWSA 的降尺度，并将其应

用于地下水位的估算。文献［28］利用 ANN 模型

以低分辨率 GRACE 和高分辨率的降水量、温度、

坡度、土壤类型等变量作为输入数据，直接生成

了美国加利福尼亚州地区约 16 km2 的高分辨率

地下水储量变化结果，并采用地面测井地下水位

进行验证，结果表明，ANN 模型降尺度方法可以

很好地提高地下水储量的空间分辨率。文献

［29］和文献［30］均采用随机森林（random forest，
RF）方法将 TWSA 和地下水储量数据的空间分

辨率从 1°×1°降至 0.25°×0.25°。文献［29］选取

的预测因子为降水量、蒸散、径流、土壤湿度、雪

水当量和植被冠层含水量 6 个变量，文献［30］除

采用这 6 个水文变量外，还采用了数字高程模型、

坡向、坡度、温度和风速等地理参数。引入欧洲

中期天气预报中心（European centre for medium-

range weather forecasts，ECMWF）为了第五代再

分析（ECMWF Reanalysis v5，ERA5）土地部分

（ERA5-Land）、植 被 指 数（normalized difference 
vegetation index，NDVI）以及全球降水观测计划

（global precipitation measurement，GPM）等数据

作为变量，进一步提升降尺度的物理合理性与空

间细节表现。文献［31］利用 RF 方法和极端梯度

提升（extreme gradient boosting，XGBoost）模型将

GRACE TWSA 和地下水储量数据从空间分辨

率 1°×1°降至 0.25°×0.25°，结果表明 RF 和 XG⁃
Boost 降尺度的结果相当。文献［32］采用 XG⁃
Boost 和 ANN 模型等机器学习模型将 GRACE 
TWSA 从空间分辨率 1°×1°降至 0.25°×0.25°，结
果表明 XGBoost 模型的 TWSA 降尺度结果均优

于 ANN 模型结果。现有研究表明，以 ANN、RF、

XGBoost 等 为 代 表 的 机 器 学 习 模 型 在 现 有

GRACE TWSA 的降尺度研究中，特别是在地下

水储量、蒸散发量以及干旱指数等与 GRACE 
TWSA 具有强相关水文参数估计时，各类机器学

习降尺度方法表现出较好的应用效果。但需要

注意的是，机器学习方法在应用过程中可能会面

临观测数据的可用性与不确定性、模型方法可解

释性与可扩展性等问题［33-34］。机器学习模型的选

取、预测因子的选取以及模型参数的调整等均会

对 机 器 学 习 模 型 的 效 果 产 生 影 响 。 因 此 ，在

GRACE TWSA 降尺度及相关应用研究中，如何

定量评估被预测变量与预测因子的相关性并合

理选取预测因子，以及如何选取合适的机器学习

模型并进行参数调整等问题，是目前机器学习降

尺度方法应用研究中亟待解决的关键问题。

本文采用了 ANN、RF 和 XGBoost 3 种机器
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学习模型降尺度方法，针对 GRACE 反演的长江

流域 TWAS 数据进行降尺度处理，利用 GLDAS
水文模型及实测水位等数据对机器学习模型的

性能及降尺度结果进行系统分析与评估。研究

主要包括 3 个部分，首先利用多变量统计分析方

法定量评估长江流域各类水文、气象和植被等预

测因子对估算该区域 TWSA 的贡献量；然后利用

不同空间分辨率的 GLDAS 水文模型设计数值模

拟实验进行闭合验证，重点针对不同预测因子对

3 种机器学习模型性能及降尺度结果的影响进行

分析与评估；最后利用 3 种机器学习降尺度方法

对 GRACE 反演的长江流域 TWSA 进行降尺度

计算，将降尺度前后的结果与长江流域实测水位

数据进行统计分析，评估各类机器学习降尺度方

法的可靠性。研究结果为 GRACE 时变重力场在

流域或小尺度水文应用研究中机器学习降尺度

方法的选取提供科学依据。

1　研究区域与数据

1.1　研究区概况

长江流域是中国第一大流域，地处 90°33'E 至

122°25'E，24°30'N 至 35°45'N（见图 1）。长江发源

于青藏高原，自西南向东流，最终汇入东海。长江流

域总面积约为 180万  km2，干流全长约 6 300 km，约

占全国河流径流总量的 36%。流域跨中国东部、

中部和西部三大经济区。长江流域内地势复杂，

呈多级阶梯地形，拥有丰富多样的气候特征。年

内降水分布表现出不均匀性，冬季降水最少，春

季逐渐增加，夏季降水高峰出现在 6 月—7 月，秋

季各地降水逐渐减少。多年平均陆面蒸发呈现

出中下游大于上游、平原盆地大于山区、南岸大

于北岸的分布趋势。年平均气温在不同地区呈

现出东高西低、南高北低的特征。长江流域支流

主要包括上游的金沙江、岷江、嘉陵江和乌江流

域，中游的汉江、洞庭湖和鄱阳湖流域以及下游

的太湖流域。长江流域的地理和气候特征直接

塑造了其自然环境和生态条件，深入研究该地区

的 TWSA 对生态环境保护至关重要。

1.2　GRACE数据

本文使用德克萨斯大学空间研究中心（cen⁃
ter for space research，CSR）发布的 CSR Release-

06 GRACE Level-2 时 变 重 力 场 模 型（https：//
www2. csr. utexas. edu/grace/RL06. html），覆 盖

2002-04—2017-06 共 163 个月的数据，其中 20 个

月的数据缺失使用三次样条插值填补。将球谐

系数模型转换为等效水高变化的过程中，进行的

预处理步骤包括替换 C20项与一阶项、冰川均衡调

整［35］、300 km 高斯滤波和去相关滤波以及削弱高

频噪声和南北条带误差［36-37］。在扣除多年平均值

后，得到全球等效水高异常 TWSA。最后利用正

演模型对空间滤波后的数据进行泄漏误差改

正［37］。上述处理减弱了系统误差及滤波导致的

信号衰减与泄漏。在此基础上，利用时变重力场

模型反演全球地表质量变化，等效水高变化 ΔH
可表示为［38］：

ΔH ( θ,λ )= aρ ave

3ρw
∑
l = 0

∞

∑
m = 0

l

P̄ l,m cos θ
2l + 1
1 + kl

( ΔC̄ l,m cos ( mλ )+ ΔS̄ l,m sin ( mλ ) ) （1）

式中，a 为地球赤道半径；ρ ave 为地球的平均密度；

ρw 为水的平均密度（1 000 kg/m3）；θ 和 λ 分别为

地心余纬和地心经度；l 和 m 分别为球谐系数的

阶、次数；P̄ l，m 为完全规格化的缔合勒让德函数；kl

为 l阶负荷勒夫系数；ΔC̄ l，m 和 ΔS̄ l，m 为球谐系数的

变化量，由各个月时变重力场模型的球谐系数扣

除研究时间段内的平均值获得。

1.3　水文气象数据

1.3.1　GLDAS 数据

GLDAS 是由美国戈达德空间飞行中心和美

国国家环境预报中心合作开发的一个陆面模型

系 统（https：//disc. gsfc. nasa. gov/datasets key⁃
words=GLDAS），旨在融合卫星和地面观测数

据，生成全球陆面状态及通量产品，GLDAS 包括

5 种陆面模型。本文选用 GLDAS 模型的两种

TWSA，一种是 Noah 2.1 模型的土壤湿度、雪水

当量和植物冠层含水量的总和作为 TWSA，距平

值记为 Noah TWSA；另一种是汇流域陆面模型

（catchment land surface model，CLSM） 2.2 的

TWSA 数据，距平值记为 CLSM TWSA。需注

意的是，CLSM 2.2 模型数据起点时间为 2003-02-

01，与 GRACE 数据不完全同步。

图 1　长江流域位置及水文站示意图

Fig. 1　Location of the Yangtze River Basin and 
Schematic Diagram of Hydrological Stations
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1.3.2　ERA5-Land 数据

ERA5-Land数据提供了从 1950年至今的长时

间序列数据，并持续进行更新，以满足土地监测应

用 的 需 求（https：//cds. climate. copernicus. eu/da⁃
tasets/reanalysis-era5-land？tab=overview）。该数

据将模型输出与全球原位观测数据结合，提供了0.1°×
0.1°的高分辨率网格数据。本文选用了 ERA5-Land
提供的月平均再分析数据作为机器学习降尺度模型

的预测因子。

1.3.3　GPM 降水量与 NDVI 数据

GPM 是一项国际卫星任务，旨在更精确地估

算地球大部分表面的降水量，采用 GPM 多卫星集

成反演（integrated multi-satellite retrievals for GPM，

IMERG）算法，整合 GPM 卫星中的所有微波仪器

的数据，生成 GPM 3级产品。本文使用 IMERG 06
版本 3级产品月时间间隔的数据（https：//disc.gsfc.
nasa.gov/datasets keywords=GPM），空间分辨率为

0.1°×0.1°。
NDVI 是一种用于反映大范围区域内植被生

长和覆盖情况的重要指标。本文使用 Terra 卫星

的月植被指数产品 MOD13C2 6.1 的 NDVI 数据

（https：//lpdaac. usgs. gov/products/mod13c2v00
6/），空间分辨率为 0.05°×0.05°。
1.3.4　水文站数据

本文使用了长江流域 8 个水文站的地面实测

水位日值，水文站的分布如图 1 所示。8 个水文站

分别是长江 7 个主要支流的控制站，观测数据时

间为 2002-01—2013-12。为了与 GRACE 模型及

其他预测因子的时间分辨率一致，首先将这些日

水位数据转化为月尺度数据，随后计算每个站点

月平均水位的距平值，用以描述该月水位相对于

长期平均水位的偏差。这 8 个水文站实测水位变

化可视为各支流总的水位变化。因此，在使用实

测水位进行评估时，实测水位变化将与 GRACE
计算的各流域 TWSA 数据进行比较和分析，水文

站及其对应的流域和集水面积如表 1 所示。

为了确保水文测站实测水位数据和 GRACE 
TWSA 数据的一致性，常通过实测水位数据与比

产量值相乘来实现。本文通过计算实测水位数

据和 GRACE 获取的 1°格网 TWSA 数据两者间

最 小 的 均 方 根 误 差（root mean square error，
RMSE）确定最佳 K 值，用来替代比产量值，最佳

K 值和水位变化的 TWSA 计算公式如下：

K * = arg min
K

1
n ∑

i = 1

n

( Gi - K × TL,i ) （2）

TTWSA,i = TL,i × K * （3）
式中，K * 表示最佳 K 值；n 表示数据点的数量；Gi

表示第 i 个水文站 GRACE 卫星反演的 TWSA 数

据；TTWSA，i 表示水位变化的 TWSA；TL，i 表示第 i
个水文站观测到的水位变化数据；arg min

K

表示在

这个函数中，找到使该函数取得最小值的 K值。

2　原理与方法

2.1　偏最小二乘回归模型预测因子选择

在 GRACE 降尺度研究中，预测因子的选取

对降尺度模型的性能和计算结果都至关重要，预

测因子的选取主要依赖于经验法。本文在参考

前人研究的基础上，选择了 12 个水文、气象因子，

包括降水量、NDVI、土壤湿度、土壤温度、径流、

蒸发、地面气压、U 形风、V 形风、露点温度、空气

温度和雪水当量［29-30，39-40］（表 2）。

为了准确地评估 TWSA 的主导因素，本文采

用了一种多变量统计分析方法，即局部最小二乘回

归（partial least squares regression，PLSR）模型，计

算 12个水文、气象因子的变量重要性指标（variable 
importance in projection，VIP）得分，定量评估每个

水文、气象因子对TWSA的贡献量。基于PLSR权

重的加权平方和计算VIP得分［22］的公式为：

表 2　本文数据来源及其空间分辨率

Table 2　Data Sources Used in This Article and
Their Spatial Resolutions

数据名称

GRACE TWSA

土壤湿度、雪水当

量、径流等

降水量

NDVI
土壤湿度、U 形风、

V 形风、径流等

数据来源

CSR Release-06 
GRACE Level-2

GLDAS Noah 2.1/
GLDAS CLSM 2.2

GPM
MOD13C2 6.1

ERA5-Land

空间分辨率

1°×1°

1°×1°/
0.25°×0.25°

0.1°×0.1°
0.05°×0.05°

0.1°×0.1°

表  1　长江主要支流水文站信息

Table 1　Information of Hydrological Stations Along
Major Tributaries of the Yangtze River 

流域

岷江

金沙江

嘉陵江

乌江

水文站

高场

屏山

北碚

武隆

集水面积/
km2

135 378
458 592
156 736

83 035

流域

汉江

洞庭湖

鄱阳湖

长江

水文站

仙桃

城陵矶

湖口

大通

集水面积/
km2

144 683
264 712
162 225

1 705 383
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（4）

式中，h 代表提取的成分数量；p 代表预测变量的

数量；tm 表示第 m 个分量；R (Y，tm )表示第 tm 个成

分对于被预测变量 Y 的解释能力；w m，j 代表预测

变量对于被预测变量的边际贡献。一般认为 VIP
得分大于 0.8 的预测变量对被预测变量具有显著

性影响。本文利用 PLSR 计算预测因子的 VIP 得

分，从而选择 VIP 得分较高的水文、气象因子作

为预测因子输入到机器学习降尺度模型中。

2.2　机器学习降尺度方法

本文选取了 ANN、RF 和 XGBoost 3 种机器

学习模型。ANN 是一种常见的机器学习模型，模

拟了人脑的神经处理能力，由输入层、隐藏层和

输 出 层 组 成 ，常 用 于 处 理 各 种 复 杂 非 线 性 问

题［41］，其优点主要是无需对底层过程的函数形式

进行先验假设，能够建立复杂非线性数据之间的

关系，并且有助于降低数据中的噪声，但在处理

复杂问题时容易出现过拟合［42］。RF 则适用于高

维数据和强非线性问题，能够捕捉变量之间的非

线性关系［43］，主要是通过自动随机选择训练样本

来生成多个独立的回归树，每个回归树都是使用

自举采样方法生成的样本，最终的预测结果是所

有树的输出结果的平均值。RF 生成回归树之间

的独立性和低相关性，可以有效避免过拟合问题

的发生［44］。XGBoost 是一种结合了可扩展增强

算法和集成机器学习技术的方法，该算法通过多

次迭代将多个弱学习器组合成一个更强、更准确

的学习器［45］。XGBoost 被认为是传统的梯度提

升决策树模型的改进模型，其在拟合决策树模型

时关注的是残差而不是结果，可有效地克服过拟

合问题［46］。从现阶段降尺度应用研究中可以看

出，虽然这 3 种机器学习方法存在各自优缺点，但

均在一定程度上满足提高空间分辨率的需求。

本文以这 3 种机器学习模型为代表，将其应用于

长江流域 GRACE TWSA 的降尺度并进行评估。

机 器 学 习 降 尺 度 方 法 的 一 般 过 程 是 将

GRACE 获取的较低分辨率（如 1°×1°）的 TWSA
与选取的预测因子在该空间分辨率下进行训练，

基于该训练模型和高分辨率的预测因子计算高

分辨率（0.25° ×0.25°）下的 TWSA。为了保证

GRACE TWSA 数据在降尺度前后的一致性，对

模型预测的 0.25° ×0.25°的 TWSA 进行残差改

正，使得高分辨率下的 TWSA 平均值与降尺度前

的 TWSA 平 均 值 一 致 。 以 1° ×1° GRACE 
TWSA 降尺度到 0.25°×0.25°为例，机器学习降

尺度方法的具体步骤如下：

1）预测因子选择和预处理。选取对 GRACE 
TWSA 降尺度可能有贡献的水文、气象及植被因

子等作为预测因子并获取相应的高分辨率数据，

剔除异常值并对缺失值进行填补，将预测因子的

数据重采样至 1°×1°和 0.25°×0.25°。
2）机器学习模型训练。利用 1°×1°下的预测

因子和 GRACE TWSA 数据建立机器学习模型，

将各类数据划分为训练集数据（75%）和测试集

数据（25%），进行参数调整并验证模型性能，最

终建立训练好的机器学习模型并获得 1°×1°下机

器学习模型预测结果。

3）残差改正量的计算。计算 1°×1°下机器学

习模型预测结果和实际的 GRACE TWSA 数据

之间的差异，保留 1°×1°残差改正量。利用克里

金插值方法将 1°×1°的残差改正量插值为 0.25°×
0.25°，获得 0.25°×0.25°残差改正量，与最终降尺

度后的数据分辨率相匹配。

4）降尺度预测与残差改正以 0.25°×0.25°的
预测因子作为输入参数，利用训练好的机器学习

模型，构建 0.25°×0.25°下机器学习模型预测结

果，将获得的 0.25°×0.25°残差改正量加回到该预

测 结 果 中 ，最 终 获 取 0.25° ×0.25° 的 GRACE 
TWSA 降尺度结果。

2.3　水文模型降尺度

本文采用了一种广泛应用的基于水文模型的

统 计 降 尺 度 方 法 ，简 称 为 水 文 模 型（下 文 用

SWMX 表示）［24］。SWMX 可在降尺度前后，确保

每个 1°×1°格网的陆地水储量异常值总和保持不

变。SWMX 具体计算公式为：

       Td,i = TGLDAS0.25,i +

     ( TGRACE,i - TGLDAS,i )× A × TGLDAS0.25,i

∑( TGLDAS0.25,i × ai )
（5）

式中，Td，i 表示降尺度后的 0.25°×0.25°格网数据；

i 表示月份；TGRACE，i 表示 GRACE 卫星反演得到

1°×1°格网的 TWSA 数据；TGLDAS，i 和 TGLDAS0.25，i 分

别 表 示 SWMX GLDAS 降 尺 度 所 用 1° ×1° 和
0.25°×0.25°的 TWSA 数据；A 为 1°×1°格网总面

积；ai 为 0.25°×0.25°格网的面积。

2.4　参数评估

为了选择最优的机器学习降尺度方法和对

降尺度方法进行评估，使用了均方根误差（root 
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mean square error，RMSE）、相关系数（R）、纳什 -

萨 特 克 利 夫 效 率 系 数（Nash-Sutcliffe efficiency 
coefficient，NSE）3 个评价指标，评价不同降尺度

方法的性能。3 个评价指标的计算公式为：

ERMSE =
∑
i = 1

N

( X i - Y i )2

N
（6）

R =
∑
i = 1

N

( X i - X̄ ) (Y i - Ȳ )

∑
i = 1

N

( X i - X̄ )2 ∑
i = 1

N

(Y i - Ȳ )2

（7）

ENSE = 1 -
∑
i = 1

N

(Y i - Xi )2

∑
i = 1

N

( X i - X̄ )2
（8）

式中，Xi 和 Y i 分别表示第 i 个真值和预测值的观

测值；X̄ 和 Ȳ 分别对应其平均值；N 为样本总数。

综合上述基本原理与方法，本文降尺度数据

处理过程与性能评估的流程如图 2 所示，包括 3
个部分：（1）数据准备与预处理。计算并重采样

获取相应分辨率下的各类数据，包括 GRACE 
TWSA、GLDAS、水文气象及植被数据。（2）降尺

度结果获取。首先，利用 PLSR 模型定量分析预

测因子的重要性并进行预测因子选取。然后采

用 3 种机器学习降尺度模型获取 GRACE TWSA
降尺度结果，同时利用 SWMX 获取相同分辨率

的降尺度结果。（3）统计分析不同模型获取的降

尺度结果。将其与长江流域及二级流域实测水

位数据进行验证和评估。

3　结果与分析

3.1　预测因子选取

为了更深入地探究机器学习降尺度模型中

12 个预测因子对被预测因子的影响，计算的 VIP
得分如图 3 所示。 NDVI、土壤湿度、降水量的

VIP 得分均大于 1.0，表明这些因子在 GRACE 
TWSA 预测因子中具有较高的重要性。此外，径

流、U 形风、空气温度的 VIP 得分高于 0.8，也是重

要的预测因子。相比之下，其余预测因子的 VIP

得分相对较低，均小于0.8。同时，当GLDAS Noah获
取的 TWSA 作为被预测因子时，本文也计算了

12 个预测因子的 VIP 得分，计算出的预测因子重

要性排序与 GRACE TWSA 基本相同。NDVI、
土壤湿度、降水量仍为 VIP 得分最高的预测因

子，且 VIP 得分均大于 1.0。但此时土壤湿度的

VIP 得分略高于 NDVI，其原因是 VIP 得分计算

时采用的土壤湿度为 GLDAS 模型数据，即直接

是 Noah TWSA 的主要组成部分。

图 3（b）给出了预测因子之间的相关性热图。

图 2　降尺度数据处理流程图

Fig. 2　Downscaling Data Processing Flowchat
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GRACE TWSA 与 Noah TWSA 具有很强的相关

性。同时相关性最高的预测因子降水量、土壤湿

度和 NDVI，也分别是 VIP 最高的预测因子。并

且 GRACE TWSA 和 Noah TWSA 与其余预测

因子的相关性基本一致，这也是两者在不同预测

因子上的重要性排序相似的原因。

3.2　闭合模拟实验与结果分析

考虑到缺乏长期连续的高精度数据模型对

降尺度后的 GRACE TWSA 进行系统的定量评

估，GLDAS 则提供了多种时空分辨率的全球水

文模型，因此采用 GLDAS 发布的 1° ×1° Noah 
TWSA 作为被预测因子。选取相同的预测因子

和降尺度方法获取 0.25°×0.25°的 TWSA，将其

与 GLDAS 发布的 0.25° ×0.25° Noah TWSA 进

行对比分析，验证不同机器学习降尺度模型的有

效性。图 4 给出了 2002-04—2017-06 时间范围内

GRACE 反演获得的长江流域 TWSA 以及 Noah
和 CLSM 两个陆面模型下 TWSA 随时间的变化

情况。从图 4 可以看出，3 组 TWSA 的季节性变

化和长期趋势特征基本一致。Noah 和 CLSM 的

TWSA 与 GRACE TWSA 的 R 分 别 为 0.86 和

0.71，有较强的一致性，表明可用 GLDAS 模型

TWSA 代 替 GRACE TWSA 进 行 闭 合 模 拟

实验。

为了有效评估 3 种机器学习模型方法和相应

的降尺度结果，从模型性能、降尺度性能和总残

差 3 个方面进行了对比分析。模型性能指的是测

试集上的性能；降尺度性能指的是降尺度结果与

真值的一致性，均采用 R 和 RMSE 来衡量；总残

差表示机器学习模型在 1°×1°格网下的预测值

与原始值的残差绝对值均值。图 5 给出了随着预

测因子数量的变化，模型性能、降尺度性能以及

总残差的变化情况，其中 1~12 个预测因子是按

照 PLSR 模型计算的 VIP 得分从高到低依次输

入。图 5（a）显示，随着预测因子数量的增加，3 种

机器学习模型的性能逐渐增强，但 3 种模型性能

的相对大小会发生改变。当预测因子少于 4 个

时，ANN 模型性能最好，RF 模型性能最差。随着

预测因子数量继续增加，XGBoost 模型性能最

好，ANN 模型性能最差。从图 5（b）中可知，随着

预测因子数量的增加，只有 RF 模型的降尺度结

果的 R 逐渐增强、RMSE 逐渐降低，即降尺度性

能逐渐提高。当预测因子数大于 6 个时，降尺度

性能提高放缓，XGBoost 模型的降尺度性能基本

保持不变，ANN 模型的降尺度性能存在一定程度

的下降。总体而言，ANN 模型的降尺度性能优于

RF 和 XGBoost 模型，这与模型性能的表现存在

差异。图 5（c）显示了 3 种机器学习模型的总残

差，总残差随着预测因子数量增加而逐渐减小。

表明机器学习模型一定程度上是通过提高模

图 4　长江流域 TWSA 时间序列图

Fig. 4　Time Series of TWSA over the Yangtze 
River Basin

图 3　不同预测因子 VIP 得分与相关性热图

Fig. 3　VIP Scores and Correlation Heatmap of Different Predictors
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型性能和减小残差来提高降尺度性能，并且随着

预测因子数量的增加，总残差的减小逐渐变缓。

为了进一步探讨预测因子数量（n）对预测结

果的影响，本文针对 RF 模型，模拟预测因子数量

为 1~8 个时 2002-04 的 0.25°×0.25° TWSA。图

6（a）~6（d）结果显示，预测因子数量为 1~4 个

时，降尺度结果存在明显差异；图 6（e）~6（h）结

果显示，预测因子数量大于 4 个时，降尺度结果基

本 一 致 ，且 与 图 6（i）中 0.25° ×0.25° 的 Noah 
TWSA 更接近。研究结果表明，利用 PLSR 模型

评估 VIP 得分排名前 6 的预测因子进行机器学习

模型降尺度时，可以获取稳定、可靠的结果。

图 7 展示了 3 种机器学习方法均使用 VIP 得

分最高的 6 个预测因子进行降尺度预测时，在测

试集上的性能表现。从测试集的结果来看，3 种

模型性能相当，RF 模型略优于 XGBoost 模型，

ANN 模型性能略低。此外，利用 0.25°×0.25°的
Noah TWSA 数据作为真实值对降尺度结果进行

评估，统计结果如表 3 所示。结果表明，在测试集

上性能表现最差的 ANN 模型的降尺度结果优于

其他各类方法，且 SWMX 降尺度方法的结果较

差。考虑所有的预测因子的情况下，ANN 在降尺

度方面取得了最佳效果，其次是 RF 和 XGBoost，
而 SWMX 的降尺度效果最差。然而，从图 5（a）、

5（b）中可知，随着预测因子数量的增加，ANN 的

模型性能逐渐提升，降尺度性能逐渐下降。这意

味着，ANN 在仅使用 1 个预测因子，即模型性能

最差时，降尺度效果最好。在图 5（c）中可以看

图 5　不同预测因子数量对机器学习降尺度的影响

Fig. 5　The Impact of Different Numbers of Predictors on Machine Learning Downscaling

图 6　不同预测因子数量下 RF 模型的 TWSA 降尺度结果

Fig. 6　TWSA Downscaling Results of RF Model with Different Numbers of Predictors 
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出，ANN 使用 1 个预测因子时将获得最大总残

差 。 通 过 1° ×1° 的 预 测 因 子 生 成 1° ×1° 的
GRACE TWSA 时模型残差最大，将该残差加回

到生成的 0.25°×0.25°的 GRACE TWSA 中，以

保证降尺度前后相同网格中的总水储量保持不

变，在总残差最大时尽可能多地保留原分辨率下

的信息。这解释了在模型性能最差的情况下，

ANN 取得最佳的降尺度效果。ANN 在模型性能

最差的情况下引入了最多的残差，使其降尺度后

更接近于原始 1°×1°的 Noah TWSA 数据，也更

接近 0.25°×0.25°的 Noah TWSA 数据。该现象

出现的原因可能是由于 GLDAS Noah 数据提供

的 TWSA 与实际观测值之间存在差异。各个预

测因子大多来源于实际观测数据，在机器学习降

尺度过程中不可避免地引入了观测信息，使得降

尺度结果与 0.25°×0.25°的 GLDAS TWSA 数据

之间产生差异。这种差异在一定程度上反映了

0.25°×0.25°下 Noah TWSA 与真实观测之间本

身存在的偏差。因此，基于 GLDAS TWSA 作为

参考所评估得到的模型性能下降，未必能够真实

反映降尺度结果的实际精度。为了更加客观地

评 估 模 型 的 降 尺 度 能 力 ，有 必 要 进 一 步 利 用

GRACE 获取的 TWSA 数据，对机器学习降尺度

结果开展独立验证与分析。

3.3　GRACE降尺度结果分析

利用 CSR Release-06 GRACE Level-2 时变

重力场模型反演 2002-04—2017-06 时间范围内

1° ×1° 的 长 江 流 域 TWSA，以 0.25° ×0.25° 和
0.1°×0.1°的各类水文、气象和 NDVI 等要素作为

预测因子，采用 ANN、RF 和 XGBoots 3 种机器学

习模型将 GRACE TWSA 数据进行降尺度。同

时，采用 SWMX 基于 CLSM 和 Noah 两种陆面模

型计算的 TWSA，将 GRACE TWSA 降尺度到

0.25°×0.25°，通过统计分析评估降尺度结果并将

其与流域实测水位数据进行验证。

3.3.1　模型性能和降尺度性能分析

图 8给出了随着预测因子数量的变化，3种机器

学习模型对长江流域 GRACE TWSA 进行降尺度

处理时的模型性能、降尺度性能以及总残差的变化

情况。采用的 12 个预测因子同样是按照 PLSR 方

法计算的 VIP得分从高到低依次输入，与数值模拟

实验不同，此处降尺度性能采用 8个水文站实测水

位数据来进行评估。需要指出的是，为了便于与

GRACE TWSA 结果及降尺度结果对比统计分析，

此处及下文采用的实测水位数据均为通过式（2）和

式（3）转换后的水位变化的 TWSA 表示。

图 8 和图 5 对比显示，3 种机器学习模型性

能、降尺度性能及总残差随着预测因子的数量变

化特征基本一致，其主要不同体现在 3 种机器学

习模型的降尺度性能差异上，数值模拟分析结果

表明，机器学习模型性能最差的 ANN 的降尺度

性能最优。而采用实际观测数据的降尺度结果

表明，机器学习模型性能和降尺度性能基本一

致，即 RF 和 XGBoost 的模型性能相当，且明显

图 7　3 种机器学习模型降尺度测试集性能

Fig. 7　Test Set Performance of Three Machine Learning Models for Downscaling

表 3　不同降尺度方法TWSA与 0.25°×0.25°Noah TWSA
的统计分析

Table 3　Statistical Analysis of Results from Different 
Models and 0. 25°×0. 25° Noah TWSA

模型

Noah（1°×1°）
SWMX
ANN

RF
XGBoost

R

0.966
0.908
0.938
0.913
0.906

NSE
0.932
0.795
0.873
0.833
0.822

RMSE/mm
12.869
22.291
17.538
20.130
20.791
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优于 ANN 模型，这也能在一定程度上解释数值

模拟实验中 ANN 方法取得最佳降尺度性能的可

能原因是加回的总残差最大，使得降尺度结果更

接近 0.25°×0.25°的 Noah TWSA。此外，当预测

因子数量大于 6 个时，随着预测因子数量的增加，

RF 和 XGBoost 的模型性能和降尺度性能没有明

显提升。因此，本文后续将使用前 6 个预测因子

进行 GRACE TWSA 降尺度研究。

3.3.2　降尺度结果的相关性分析

表 4和表 5分别给出了降尺度前后在长江流域

及其 7 个支流 TWSA 与实测水位的 R 和 RMSE。

GRACE TWSA 在长江流域与实测水位相关性最

高（R=0.824）。除嘉陵江流域外，其余 6个支流的

R 均大于 0.5，其中 3 个支流超过 0.7，表明 GRACE
在大中尺度流域具有较好的适用性，而在中小尺度

流域，其精度仍受空间分辨率限制。与降尺度前相

比，SWMX和ANN模型降尺度后对结果提升有限，

部分流域虽相关性变化不显著，但RMSE有所增加，

如岷江、金沙江和鄱阳湖。相比之下，RF和XGBoost
模型显著提高了R并降低了RMSE，两者性能接近，

表现出较好的稳定性与一致性，ANN模型整体性能

较弱。此外，从 RMSE 来看，0.1°×0.1°分辨率下的

机器学习模型降尺度结果整体略优于 0.25°×0.25°
分辨率。

图 9 为长江流域及 7 个支流降尺度前、XG⁃
Boost 和 SWMX Noah 模型降尺度到 0.25°×0.25°
以及水文站实测水位的时间序列变化。由于

2012-06 屏山水文站监测区域内的向家坝水电站

开始蓄水，导致后续水位存在阶跃变化，该变化

不能代表金沙江流域的 TWSA，因此在下文的分

析中，金沙江流域屏山水文站仅使用 2012-06 之

前的数据。从图 9 可以看出，除了嘉陵江流域以

外，长江流域及其他 6 个支流的降尺度前后的

TWSA 与实测水位变化均有较好的一致性，且采

用 XGBoost 模型降尺度后与实测水位数据的一

致性明显提高，而采用 SWMX Noah 降尺度后与

原始数据仅存在微小差异。

3.3.3　降尺度结果的空间增益与时间增益

通过相对增益对降尺度前后的结果及降尺

度方法的性能进行评估，该方法不仅可以衡量不

图 8　长江流域不同预测因子数量对机器学习模型降尺度的影响

Fig. 8　Impact of the Number of Predictors on Machine Learning Model Downscaling in the Yangtze River Basin

表 4　长江流域降尺度前后 TWSA与实测水位相关系数

Table 4　R Between GRACE TWSA and Measured Water Levels in the Yangtze River Basin

模型

GRACE
SWMX CLSM
SWMX Noah

ANN
ANN

RF
RF

XGBoost
XGBoost

分辨率

1°×1°
0.25°×0.25°
0.25°×0.25°
0.25°×0.25°

0.1°×0.1°
0.25°×0.25°

0.1°×0.1°
0.25°×0.25°

0.1°×0.1°

岷江

0.650
0.633
0.629
0.635
0.642
0.826
0.834
0.824
0.841

金沙江

0.715
0.748
0.740
0.730
0.719
0.885
0.879
0.898
0.860

嘉陵江

0.115
0.173
0.160
0.160
0.149
0.398
0.395
0.352
0.347

乌江

0.683
0.655
0.662
0.660
0.656
0.726
0.729
0.703
0.706

汉江

0.501
0.549
0.553
0.553
0.551
0.672
0.675
0.648
0.645

洞庭湖

0.734
0.703
0.712
0.688
0.681
0.758
0.760
0.754
0.753

鄱阳湖

0.745
0.795
0.799
0.789
0.786
0.789
0.786
0.784
0.781

长江

0.824
0.847
0.847
0.829
0.819
0.896
0.895
0.890
0.886
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同降尺度方法的差异，还能够评价降尺度后的结

果是否优于降尺度前，增益计算式为［47］：

G = || M o - M L - || M o - M H

|| M o - M L + || M o - M H

（9）

式中，M L、M H 分别为降尺度后与降尺度前的度量

值 ；M o 为 各 度 量 值 的 最 优 值 。 此 处 选 择 R、

RMSE 和 NSE 作为度量值。

采用 8 个水文站实测水位数据来模拟整个流

域的时间增益和整个时间序列的空间增益。从

图 10（a）可以看出，两种 SWMX 模型和 ANN 模

型结果对应的 R、NSE 和 RMSE 的时间增益均存

在负值，即降尺度后表现较差。基于 SWMX 的

模型采用 CLSM 时，降尺度结果的增益略小于采

用 Noah 模型，其原因可能是 CLSM TWSA 和

表 5　长江流域降尺度前后 TWSA与实测水位 RMSE/mm
Table 5　RMSE Between GRACE TWSA and Measured Water Levels in the Yangtze River Basin/mm

模型

GRACE
SWMX CLSM
SWMX Noah

ANN
ANN

RF
RF

XGBoost
XGBoost

分辨率

1°×1°
0.25°×0.25°
0.25°×0.25°
0.25°×0.25°

0.1°×0.1°
0.25°×0.25°

0.1°×0.1°
0.25°×0.25°

0.1°×0.1°

岷江

29.23
29.86
30.03
30.06
30.17
19.74
19.40
19.86
19.56

金沙江

20.60
24.14
24.07
24.89
25.00
20.59
20.09
20.04
20.94

嘉陵江

38.38
33.60
32.56
33.57
33.78
24.22
24.04
25.14
24.97

乌江

59.78
57.44
56.86
58.27
57.92
45.52
44.21
44.59
44.31

汉江

50.49
48.54
47.41
49.28
49.78
32.21
31.97
32.72
32.66

洞庭湖

62.23
62.67
62.33
64.00
63.66
51.50
50.44
51.68
50.35

鄱阳湖

57.06
57.50
56.93
58.84
58.89
49.93
49.28
49.10
48.23

长江

28.55
25.32
25.07
26.57
26.65
21.16
20.95
20.93
20.51

图 9　长江流域及其 7 大支流降尺度前后的 TWSA 与实测水位的时间序列图

Fig. 9　Time Series of TWSA and Measured Water Levels in the Yangtze River Basin and Its Seven Sub-basins 
Before and After Downscaling
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GRACE TWSA 的相关性较 Noah 低。相比之

下，RF 和 XGBoost 方法降尺度后的结果则完全

呈现正增益，且降尺度至 0.1°×0.1°的结果略优于

降尺度至 0.25°×0.25°的结果。图 10（b）中，降尺

度后 RMSE 的空间增益与各个时间增益结果基

本保持一致，而 RF 和 XGBoost 模型降尺度结果

R 和 NSE 的空间增益与其余降尺度模型相比提

升幅度较小，表明 RF 和 XGBoost 模型降尺度前

后的结果在空间尺度上增强幅度不大，这可能与

8 个水文站数据量太少，计算的 R 和 NSE 不准确

有关。RF 和 XGBoost 模型降尺度的性能较好，

且表现基本一致，ANN 和 SWMX 模型表现较差。

3.3.4　降尺度后 TWSA 空间趋势变化分析

为了更清晰地呈现不同降尺度结果在空间

上的差异，图 11 给出了长江流域 2003-02—2017-

06 降尺度前后 TWSA 的长期的空间变化特征。

图 11（a）为降尺度前 GRACE TWSA 的长期趋势

变化，长江上游地区主要呈现减小趋势，中下游

地区呈现增加趋势，与现有研究结果一致［48-49］。图

11（b）、11（c）分别展示了基于SWMX CLSM 和 Noah
的结果，其长期趋势呈现明显的格网特征，空间

分布存在不连续性。图 11（d）~11（i）为 3 种机器

学习模型在 0.25°×0.25°和 0.1°×0.1°分辨率下的

长期趋势结果，整体与降尺度前保持较高一致

性。其中，RF 和 XGBoost 模型在长江中下游区

域（如洞庭湖和鄱阳湖流域）表现出更丰富的细

节信息，且两者结果高度一致，与其相近的降尺度

性能相符。相比之下，ANN模型降尺度后与原始结

果在空间趋势上几乎一致，但这种一致性主要来源

于残差增加，而非降尺度效果的提升。

图 10　长江流域不同降尺度模型与降尺度至不同分辨率的时间增益和空间增益

Fig. 10　Temporal and Spatial Gains of Different Downscaling Models at Different Spatial Resolutions in the Yangtze River Basin

图 11　长江流域降尺度前后 TWSA 长期趋势变化空间分布图

Fig. 11　Spatial Distribution of Long-Term Trends in TWSA Before and After Downscaling in the Yangtze River Basin
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以鄱阳湖水体区域为例，图 12给出了 2002-04
—2017-06该区域在降尺度前后长期趋势年变化结

果以及相关水文、植被等要素的长期趋势变化。从

图 12（a）~12（c）可以看出，在 1°×1°和 0.25°×0.25°
下无法区分鄱阳湖水体及陆地区域的TWSA特征。

SWMX Noah（0.25°×0.25°）与 GRACE TWSA 的

结果基本一致，而 SWMX CLSM（0.25°×0.25°）的

长期趋势变化明显变大，与 GRACE TWSA 结果存

在一定的差异，该结果与前文相对增益的评估结果

相一致。图 12（d）~12（i）中，3 种模型结果的长期

变化趋势呈现出极大的相似性，尤其是 RF 和

XGBoost模型。图 12（j）~12（l）给出了 3 种 VIP 得

分最高的预测因子的长期趋势变化，将其与机器学

习降尺度的 3 种模型结果进行对比可以看出，3 种

模型结果均呈现与 NDVI 和土壤湿度相似的长期

趋势变化特征，并且这种变化特征的范围与鄱阳湖

水体区域相一致。这表示机器学习模型降尺度在

保持原始 GRACE 数据特征的同时，能够捕捉到植

被等要素相关的信号，尤其是 PLSR 模型重要性高

的预测因子。

图 13为鄱阳湖水体区域经RF模型降尺度前后

TWSA的时间序列变化，降尺度后的数据与实测水

位变化更加吻合。表 6为多种模型结果与鄱阳湖水

位观测数据的 R、RMSE 和 NSE 的统计结果，两组

SWMX的结果以及ANN模型 0.25°×0.25°和 0.1°×
0.1°的结果相较于 GRACE TWSA没有明显改善。

RF和XGBoost模型0.25°×0.25°和0.1°×0.1°结果的

统计参数均优于降尺度前的结果，同时 0.1°×0.1°

图 12　鄱阳湖水体区域降尺度前后 TWSA 及水文、植被数据的空间趋势变化

Fig. 12　Spatial Trend Variations of TWSA Before and After Downscaling, Along with Hydrological and Vegetation Data, 
in the Poyang Lake Water Body Region
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分辨率相较于 0.25°×0.25°分辨率结果有一定提升，

该结果与长期趋势变化空间分布特征分析结果以

及相对增益基本一致。这些研究结果再次证明了

RF和 XGBoost模型在所有降尺度模型中取得了最

佳的降尺度效果。此外，也表明机器学习降尺度模

型可以恢复流域水体内更精细的 TWSA。

4　结     语

本文首先通过数值模拟方法研究了 RF、XG⁃
Boost和 ANN 3 种机器学习降尺度模型用于长江

流域 TWSA 降尺度处理的性能，然后实现了将长

江 流 域 GRACE TWSA 数 据 的 空 间 分 辨 率 从

1°×1°降尺度到 0.25°×0.25°和 0.1°×0.1°，并通过

与传统水文模型降尺度方法的计算结果和长江

流域实测水位数据进行对比和验证，评估了不同

机器学习降尺度模型的有效性和差异性。主要

研究结论如下：

1）利用 PLSR 方法计算水文、气象和植被等

12 个预测因子对长江流域 GRACE TWSA 的

VIP 得分，并通过数值模拟实验分析了 RF、XG⁃
Boost 和 ANN 机器学习模型在不同预测因子下

的模型性能和降尺度性能。根据 PLSR 重要性得

分进行预测因子排序及机器学习降尺度结果表

明，VIP 得分的前 6 个预测因子（NDVI、土壤湿

度、降水、气温、径流和 U 形风）可以获得较好的

效果，增加更多的预测因子对降尺度性能的提升

相对较小。

2）通过数值闭合模拟和实测水位数据的对

比评估可以看出，传统的水文模型降尺度模型能

在一定程度上实现区域分辨率的提高，但水文模

型 降 尺 度 结 果 依 赖 于 水 文 模 型 与 GRACE 
TWSA 数据的相关性。同时，水文模型降尺度模

型比机器学习降尺度方法的性能略差，而机器学

习方法融合了更多的相关信息，其中 RF 与 XG⁃
Boost 模型的降尺度性能相当，ANN 模型由于模

型存在过拟合现象表现略差。

3）3 种机器学习降尺度模型的评估结果表

明，不同预测因子数量下，不同降尺度方法的相

对优劣存在差异。RF 和 XGBoost 模型表现出最

佳的降尺度效果，两者的降尺度结果基本一致。

机 器 学 习 模 型 中 ，降 尺 度 到 0.1° ×0.1° 相 比

0.25°×0.25°的结果略优。此外，对鄱阳湖区域的

研究结果表明，RF 和 XGBoost 模型的降尺度结

果在保留 GRACE 主要信号的同时，还能够捕捉

到区域更精细的 TWSA 信息，表明机器学习降尺

度模型在提高小尺度的分辨率的同时，能更好地

融合水文、气象变化特征，尤其是 PLSR 中重要性

较高的变量。
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